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使用智能手机记录人体活动状态

摘要

近年来，智能手机已深深融入人们的日常生活，成为必备品。随着机械电子技术的

发展，各类高精度传感器不断小型化，使得智能手机在计算能力和存储空间快速增强的

同时，集成了越来越多的传感器，例如三轴加速度计、陀螺仪、磁力计、温度计和气压

计等。本文利用智能手机的强大计算能力和感知能力，研究基于智能手机多传感器数据

融合的人体活动识别（HAR）技术。

针对问题一：对于实现活动状态分类，关键在于分类模型设计与特征提取。考虑到

数据一致性的影响，本文首先将传感器采集的原始数据转换为适合分类的特征向量，并

基于此数据提取 48个时域特征及 42个频域特征，设计了多决策树的随机森林分类算法。

进一步基于问题 2的 10名实验人员的活动数据，验证了随机森林分类器在识别和分类

活动状态上具有较高的准确性。

针对问题二：采用主成分分析对高维特征数据进行降维，建立基于 Stacking融合的

判别模型，Stacking分类融合层包括基层和元层，基层采用 K折交叉检验方法训练不同

的基分类器，其对人体活动数据特征集中的每个样本进行预测得到识别结果，元层通过

训练基层的分类结果得出较优的人体活动分类模型，用于对人体活动状态进行识别与分

类。同时，将 K最邻近、随机森林、支持向量机以及 Stacking融合算法的准确性进行了

对比。结果表明，Stacking融合算法整体分类效果最好，对所有类别的准确率都很高，

最低也有 0.91，其融合了多种分类算法的优势，显著提高了分类准确率。

针对问题三：针对不同人员在同一活动状态下的传感器数据是否可进行人员画像问

题，本文考虑到传感器本身测量误差导致微弱特征信号被噪声掩埋问题，首先采用时频

图分析方法，实现自适应小波降噪，并通过图像形态学方法提取数据的时频图图像特征，

再结合问题 2中的 Stacking融合的判别模型，建立多特征融合加权的画像判别模型，进

一步分析了传感器数据与实验人员年龄、身高、体重之间的关系，实现对人员画像的准

确判别。

最后，对提出的模型进行全面的评价，这一模型贴合实际，能合理解决提出的问题，

具有实用性强、算法效率高等特点。该模型还可进行多传感器融合、模型迁移、数据实

时处理及参数在线进化，并应用于其他领域。
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1 问题综述

1.1 问题背景

人体动作识别（Human Action Recognition，HAR）具有广泛的研究意义和应用价值，

旨在识别并标记人的行为。人体的动作和活动状态可以通过多种方式展现，如红外图像、

点云、音频、加速度、雷达或Wi-Fi信号等。通过对这些不同类型的信息进行编码，提

取出有用的数据，每种数据类型在不同场景下都有其独特优势。随着人们对运动、健康、

安全及娱乐的关注增加，人体活动识别在日常生活中的应用变得越来越广泛。例如，它

在智能家居、物理治疗、老人护理、辅助生活和生活记录等领域起到了重要作用。

智能手机的计算能力不断提升，加上其普及性，为人体活动识别技术的研究提供了

极大的推动力。智能手机不仅集成了多种传感器，可用于人体活动识别研究，还具备较

高的存储容量和强大的计算能力。因此，智能手机成为了人体活动识别的理想感知和计

算平台。例如，华为手机的“华为运动健康”软件可以根据用户的跑步、步行、骑车和爬

山等活动状态计算其每日消耗的热量，这类运动健康软件依赖智能手机记录的日常活动

状态数据来精确计算用户的热量消耗。

1.2 问题描述

智能手机测量人体活动状态主要依赖于内置的运动传感器——加速度计和陀螺仪。

加速度计用于测量手机在 X、Y、Z三个轴向上的线性加速度变化。当手机发生加速度

变化时，加速度计会感应到并将数据传输给手机处理器进行存储或分析。陀螺仪则用于

测量手机绕着 X、Y、Z轴的旋转角速度。当携带手机的人转向时，陀螺仪会感知到转

向的速度和方向，并将这些数据传输给处理器进行存储或处理。通过加速度计和陀螺仪

的数据，智能手机处理器可以感知手机的姿态、角度和方向的变化，并利用相应的算法

判断或跟踪用户的活动模式。

实验邀请了 10余名参与者携带运动状态传感器进行活动，并收集他们的日常活动

数据。参与者需要完成“向前走、向左走、向右走、步行上楼、步行下楼、向前跑、跳

跃、坐下、站立、躺下、乘坐电梯上行、乘坐电梯下行”这 12种活动，每种活动记录了

5组实验数据，每组数据包含数秒的线加速度和角加速度信息。现需要利用这些数据建

立模型，解决以下问题：

（1）分类实验人员的活动状态：根据附件 1中每人 60组的活动数据，对每位实验

人员的活动状态进行分类，并将结果记录在表 1中。

（2）模型比较和分类准确度分析：利用问题 1中的分类模型对 10名实验人员的数

据进行分类。然后，与问题 2中的判别模型结果进行比较，分析分类准确度。接着，使

用判别模型对附件 3中某实验人员的 30次活动状态数据进行分类，并将结果填写在表 2

中。
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（3）分析特征差异：比较实验人员在年龄、身高、体重等方面的数据差异，分析

不同人员在相同活动状态下的表现是否存在差异。基于分析结果，创建人物画像，并对

附件 5中的数据进行判别。

1.3 问题意义

现有的人体活动识别方法主要使用惯性传感器和单一分类算法[1,2]。单一类型传感器

限制了识别种类和准确性，而单一分类算法未能充分利用多种分类算法的互补特性。

Funtes等[3]将智能手机获取的原始加速度数据转化为统计特征，并使用 SVM分类器对

站立、坐下和行走等活动进行分类识别，实验表明系统的总体准确率约为 93%。Fahim

等[4]构建了基于智能手机加速度传感器的 HAR模型，对步行和跑步等活动具有较高的

识别能力。文献[5]通过获取用户的上下文活动数据，分析并识别用户行为。此外，研究

人员也将先进的深度学习技术应用于 HAR研究。例如，Ronao等[6]针对智能手机传感器

和人体活动的特性，利用深度神经网络实现了有效的 HAR技术。

本文研究的主要目标是设计基于智能手机多传感器数据融合的 Stacking集成算法，

实现对人体活动的准确识别，并建立基于多特征融合加权的画像判别模型。通过实验、

对比和分析，设计了一种多传感器融合的人体活动识别架构方案，提高识别系统的准确

性与鲁棒性，帮助人们准确识别活动状态，维护身心健康。

2 问题分析

为了提升人体活动识别的精准性和实时性，使其更好地服务于人们的日常生活，本

文提出了一种基于智能手机多传感器融合技术的人体活动识别方法。该方法能够识别 12

种日常活动，包括“向前走、向左走、向右走、步行上楼、步行下楼、向前跑、跳跃、

坐下、站立、躺下、乘坐电梯上行、乘坐电梯下行”。

首先，获取智能手机传感器（加速度计和陀螺仪）在不同人体活动下的数据。接着，

通过数据过滤、归一化和滑动窗口分割等步骤，对多模态感知数据进行预处理和特征提

取。然后，使用 Stacking方法融合多种分类器，实现对人体活动的分类识别。接下来，

利用公开的MobiAct人体活动识别数据集对系统进行测试，并与其他算法的实验结果进

行对比分析。最后，采用本文提出的多特征融合检测算法解决三个具体问题。

这种方法不仅提高了人体活动识别系统的准确性和鲁棒性，还确保了实时性，使其

在实际应用中更为实用和高效。通过多传感器数据融合与先进的机器学习算法结合，本

文的方法展示了在多样化和复杂环境中进行人体活动识别的潜力，推动了该领域的发展，

为人们的健康和生活提供了有力支持。

本文的技术路线如下图所示：
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图 1 技术路线图

3 模型假设与符号说明

3.1 模型基本假设

（1）通过数据预处理和标准化后的活动数据可以提升模型的准确性。

（2）实验人员的活动数据可以根据 12种活动状态进行分类。

（3）对活动数据提取的时域特征、频域特征以及时频图能够有效表示人员的活动

状态信息。

（4）随机森林、支持向量机等机器学习模型能够有效地分类不同的人体活动状态。

（5）可以通过调参和交叉验证等方法选择最佳的模型和参数组合。

（6）训练数据和测试数据具有相似的分布，能够代表真实的使用场景。

（7）模型能够适应不同用户的个体差异，例如不同年龄、性别、体型等对人体活

动状态的影响。

3.2 符号说明

本文定义了如下个使用次数较多的符号，其余符号在使用时注明。

表 1 符号说明

符号 含义
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符号 含义

E 频谱能量

cf 频谱中心

BW 频谱带宽

D 谱线密度

Q 谱线斜度

peakf 谱线峰值

mf 平均频率

4 模型思路

本文建立的模型主要用于处理运动传感器（加速度计和陀螺仪）采集的人体活动数

据，通过提取显著特征对人的活动模式进行判断，在此基础上，实现基于多特征融合加

权的人员画像判别。该模型在进行人体活动识别时主要分为数据预处理、数据特征提取

和数据分类识别 3个阶段。数据预处理包含滤波去噪、数据归一化以及数据分割，数据

特征提取包括时域特征、频域特征以及时频图特征，并在此基础上采用 PCA进行特征

降维，数据分类识别包括基于 Stacking融合的人体活动状态判别和基于多特征融合加权

的人员画像判别。其中，Stacking分类融合层包括基层和元层，基层采用 K折交叉检验

方法训练不同的基分类器，其对人体活动数据特征集中的每个样本进行预测得到识别结

果。由于每个分类模型的训练精度在起初的时候上升较快，当训练精度达到一定程度，

再对原始数据训练难以提高识别准确率，因此元层通过训练基层的分类结果得出较优的

人体活动分类模型。
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图 2 建模思路框图

4.1 数据预处理

数据预处理的目的是将传感器采集的原始数据转换为适合分类的特征向量。为了平

滑数据并去除峰值信号的影响，我们采用中值滤波算法对多模态数据进行过滤和去噪。

接着，对数据进行归一化处理，以提高训练速度和识别准确度。

（1）数据过滤

实际环境中采集的每种传感器数据都可能含有噪声，噪声既来自传感器本身，也来

自实验人员，所以通过选择适当的滤波器对原始数据进行降噪，能较大程度的提高系统

的识别效果。本文采用中值滤波算法对原始数据进行预处理，滤波前后加速度数据图形

变化如图 3和 4所示，从图 3明显的可以看出原始加速度数据的波形图存在较多的毛刺

和抖动，图 4是中值滤波处理后的数据变化图形，通过中值滤波算法对人体步行所获取

的智能手机加速度传感器数据进行处理，消除了波峰，使得数据也更平滑，同时也保留

传感器原始数据的数据特征。

图 3 原始数据时序图



6

图 4 中值滤波后的时序图

（2）数据归一化

人体在进行一种活动时，由于获取的加速度和陀螺仪数据值的范围和单位不同，因

此可能会降低识别的准确率。例如加速度单位为“米/秒²”，陀螺仪单位为“弧度/秒”，

这样不同的量纲和单位不利于对数据进行分析。本文通过下列公式将加速度和陀螺仪传

感器获得的原始数据归一化到[-1,1]之间。其中 x代表传感器的原始数据，xmean代表原

始数据的平均值，range代表加速度或陀螺仪的量程范围，xscale代表归一化之后的数据。

range
xx

x mean
scale




如图 5展示了人体走路动作产生的加速度数据归一化后的图形。通过图 5可以总结

归一化之后的数据只是在纵坐标上缩小了数值的大小，并没有改变数据的波形变化趋势。

图 5 数据归一化后的时序图

（3）数据分割

为了减少人体活动分类识别的计算时间并准确识别活动详细信息，需要对原始传感

器数据应用合适的数据分割方法，将数据分为一系列段。对传感器数据进行分割时，如

果分割的窗口太小就不能同时包含足够的用于识别不同人体动作的信息，如果分割的窗

口太大，系统识别人体活动数据时可能会出现较为严重的数据延迟和错误现象。本文采

用滑动窗口分割技术，手机上的采集数据软件应用程序默认采样频率为 100Hz，滑动窗

口大小设定为 2s，即用一个窗口的长度大小为 200个样本点的滑动矩形窗分割原始加速

度信号，相邻窗口按 50%进行数据的交叉分割和重叠。图 6展示了对滤波后的走路加速

度进行分割的结果，从图中可以明显的看出大小为 100样本的窗口能够完全包含一段重

复的波形，以便于本文接下来进行对数据特征的提取、选择和人体活动的识别。
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图 6 数据分割

4.2 数据特征

4.2.1 时域特征

时域特征通过提取数字信号或统计指标，展示信号随时间的变化。这些特征的主要

优势在于计算时间较短，适用于在线和实时活动检测。从原始传感器数据中提取的时域

特征向量通常具有集中趋势、可变性和信号形状分布的特点。

集中趋势度量特征描述信号接近中心值的情况，包括每个轴的平均值、最大值、最

小值和中值。这些特征计算时间较短，已广泛应用于姿态识别、静态和动态活动检测以

及能量消耗估计。可变性度量特征反映运动传感器信号在中心点之间的分布程度，变化

越大，信号分布越广。包括标准偏差、变异、变异系数、四分位距、均方根、信号幅度、

俯仰角和峰值幅度。这些特征计算成本低，能确定信号的稳定性和分布情况。形状信号

分布特征有助于了解传感器信号的形状和分布，包括偏度和峰度。偏度测量信号的对称

性，峰度反映数据分布的平坦度或峰值。这些特征广泛用于人类活动识别和健康监测。

综上所述，时域特征是传感器数据中独特且重要的特征，有助于准确识别人类活动。

本文使用 8种常见的时域特征提高分类性能，包括均值、方差、标准差、峰度、四分位

距、均方根（RMS）、最大值和最小值。每个样本包含两个传感器（加速度计和陀螺仪）

的数据，每个传感器有 x、y、z三个维度的数据，因此每个样本可提取 48个时域特征。

4.2.2 频域特征

基于频域特征提取是一种常见的信号处理方法，它主要依赖于信号在频率域上的特

性进行分析和特征提取。频域分析是将信号从时域（时间域）转换到频域（频率域）的

过程。这种分析方法通过傅里叶变换或其变种（如快速傅里叶变换 FFT）将信号表示为

其在不同频率上的成分。频域特征是从信号的频谱表示中提取的数值特征，常见的频域

特征包括频谱能量、频谱中心、频谱带宽、谱线密度、频谱斜度、频谱峰值以及平均频

率等。

其中频谱能量表示为：
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基于频率的特征对于重复活动的分析在人体活动识别中是必需的，因此在每个分割

的窗口上需要使用快速傅里叶变换（FFT）函数从原始信号数据中提取频域特征。从频

域数据中，本文提取了频谱能量、频谱中心、频谱带宽、谱线密度、频谱斜度、频谱峰

值以及平均频率 7种特征向量。每个样本可提取 42，总 42维特征向量。

4.2.3 时频图特征

时频图是在时间和频率上同时展示信号能量或功率的图像。它能够反映信号在不同

时间段内的频率成分变化，提供了时间和频率信息的联合表达。基于时频图的特征提取

是从时频表示中提取能够描述信号特性的数值特征。这些特征可以用来训练机器学习模

型或进行后续的模式识别和分类任务。在处理人体活动数据时，时频图具有以下优势：
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（1）捕捉时间和频率信息的联合变化。时频图能够同时展示信号在时间和频率上

的变化，比传统的频域或时域分析更加全面和详细。这对于处理非稳态信号（如人体运

动）和复杂环境中的数据非常有用。

（2）适应性强。时频图可以根据信号的动态性和复杂性进行调整和优化。例如，

可以使用不同的窗口函数和分辨率来平衡时域和频域分辨率之间的权衡。

（3）提高特征的鉴别性和准确性。时频图特征能够提供更加丰富和具体的信号表

达，因此有助于提高模型在分类、识别或预测任务中的准确性和鲁棒性。

（4）减少数据维度和复杂性。对于复杂的信号数据，时频图特征提取可以帮助减

少数据的维度，同时保留关键的时间和频率信息，从而简化后续的数据处理和分析过程。

图 7 向前跑时加速度计测得的 x,y,z 方向数据时序图

图 8 向前跑时加速度计测得的 x,y,z 方向数据时频图

图 7展示了人员向前跑时加速度计测得的 x、y、z三个方向的数据，图 8为该数据

对应的时频图。可以看出，时频图提供了人员向前跑过程中更丰富的信息。在 x和 y方

向的数据中，主要能量集中在 0到 20Hz的频率范围内，且在整个时间段内频率成分和

强度变化不大，主要集中在低频区域（0到 10Hz）。随着时间的推移，能量的强度（以

颜色表示）在低频区域较为集中，表明 x方向上的运动主要集中在低频部分。在整个时

间段内，z方向的频率成分在 10到 20秒之间有明显变化，可能是跑步过程中某些特定

动作导致的。低频区域（0到 10Hz）同样有较强的能量集中，但相比 x和 y方向，z方

向在高频区域（10到 20Hz）也有一定的能量分布。
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4.3 分类算法

4.3.1 基于多特征融合的 stracking算法

Stacking是一种著名的集成学习方法，可以看作是一种特殊的组合策略。Stacking

模型本质上是一种分层结构，每一层可以包含多个模型，下一层利用上一层模型的结果

进行学习。

当单个模型的训练精度达到瓶颈时，进一步提高精度变得困难。因此，本文不再单

独训练原始数据，而是采用 Stacking 模型。具体来说，使用 K-最近邻算法、随机森林

和支持向量机作为第一层模型，下一层模型直接拟合这些模型的输出，从而实现高效训

练，提高算法的分类与判别能力。Stacking通过多个基本模型对数据集进行预测，然后

将预测结果加权平均，这些结果将作为新模型的训练集，进一步进行模型训练。基于多

特征融合的 Stacking算法如图所示：

图 9 基于多特征融合的 Stacking算法

（1）随机森林

随机森林是一个由许多决策树组成的集成模型。它的核心思路是，当训练数据被输

入模型时，随机森林并不是用整个训练数据集建立一个大的决策树，而是采用不同的子

集和特征属性建立多个小的决策树，然后将它们合并成一个更强大的模型。通过对多个

决策树的结果进行组合，随机森林可以增强模型的效果。这种方法的主要优点是，通过

集成多个模型，它可以有效地处理过拟合问题，提高模型的泛化能力。

（2）支持向量机

支持向量机（Support Vector Machine，SVM）是一种非常流行的监督学习方法，在

许多领域中都有广泛的应用。该算法基于统计学习理论和线性代数的原理，具有较高的

分类准确度和良好的鲁棒性。支持向量机不仅适用于线性可分问题，还可以通过引入核

函数将样本映射到高维特征空间中，从而处理非线性可分问题。在高维特征空间中，支

持向量机通过寻找一个最优的超平面来实现样本的有效分类。

（3）K最近邻

K最近邻（K-Nearest Neighbor，简称 KNN）算法是数据挖掘分类技术中最简单的

方法之一。所谓的 K最近邻指的是每个样本可以由其 K个最近邻表示。
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如果一个样本在特征空间中的 K个最相邻的样本中大多数属于某一个类别，则该样

本也属于这个类别，并具有这个类别上样本的特性。该方法在确定分类决策上只依据最

邻近的一个或者几个样本的类别来决定待分样本所属的类别。KNN方法在类别决策时，

只与极少量的相邻样本有关。由于 KNN算法主要靠周围有限的邻近的样本，而不是靠

判别类域的方法来判断所属类别的，因此对于类域的交叉，或重合较多的样本集来说，

KNN方法较其他方法更加适合。

4.3.2 基于时频图特征与加权融合的人员画像判别算法

实验中设备采样率为 100Hz。加速度计测量加速度变化范围为±6g，陀螺仪测量角

速度变化范围为±500dps(degree per second)。一方面由于传感器本身测量必然存在误差

且传统时域、频域方法难以消除，另一方面由实验人员年龄、身高、体重等差异带来的

特征区别微小，所以会导致 12组活动状态中人员画像的微小特征被噪声掩盖。

为解决分类识别研究中被噪声掩埋而很难考虑到的人员画像微小特征，本文提出基

于时频图形态学提取特征与活动判别算法加权融合的人员画像判别方法。利用时频变换

的分析方法，将一维信号处理成彩色时频图，实现一定程度上的信噪分离，并在此基础

上引入图像形态学处理技术，将二维时频图进行二值化处理，建立基于轮廓特征的分类

识别方法，并结合 Stacking模型进行加权融合，实现人员画像的高准确率判别。其主要

流程如下图所示：

图 10 基于时频图特征与加权融合的人员画像判别算法

5 模型的建立与求解

5.1 问题一模型的建立与求解

5.1.1 基于传感器数据融合的时域特征提取

采用基于加速度计和陀螺仪数据融合的方式对 12 种人体日常活动（向前走，向左

走，向右走、步行上楼、步行下楼、向前跑、跳跃、坐下、站立、躺下、乘坐电梯向上

移动、乘坐电梯向下移动）数据进行了对比和分析。下面分别为 12 类日常活动的加速

度、角速度数据变化折线图。图 11-图 22 分别是 12 种活动状态时加速度和陀螺仪数据

的图形显示。可以发现，行走、慢跑、上楼和下楼等行为的三轴加速度、角速度虽然表

现出周期性变化规律，但变化规律却不尽相同，走路和慢跑在加速度数据的对比上较为

类似，但是对比角速度变化趋势却明显不同。加速计测量的加速度力可动态感应运动和
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振动并确保动态检测运动模式。陀螺仪传感器可测量角速度和方向，从而为检测相似模

式（走路、慢跑）的活动和强位移活动提供补充信息。

图 11 “向前走”时域图与特征提取

图 12 “向左走”时域图与特征提取

图 13 “向右走”时域图与特征提取

图 14 “步行上楼”时域图与特征提取

图 15 “步行下楼”时域图与特征提取
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图 16 “向前跑”时域图与特征提取

图 17 “跳跃”时域图与特征提取

图 18 “坐下”时域图与特征提取

图 19 “站立”时域图与特征提取

图 20 “躺下”时域图与特征提取
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图 21 “乘坐电梯向上移动”时域图与特征提取

图 22 “乘坐电梯向下移动”时域图与特征提取

5.1.2 基于随机森林的分类模型建立

随机森林采用不同的子集和特征属性建立多个小的决策树，然后将它们合并成一个

更强大的模型。通过对多个决策树的结果进行组合，随机森林可以增强模型的效果。决

策树的数量越多，模型的性能通常越好，但计算成本也会相应增加。在每个节点进行分

裂时，随机选择的特征数量。通常，随机选取的特征数量等于总特征数量的平方根或对

数值。一般来说，特征数量的选择会影响模型的偏差和方差。这种方法的主要优点是，

通过集成多个模型，它可以有效地处理过拟合问题，提高模型的泛化能力。

图 23 基于随机森林的分类模型
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基于随机森林的分类模型建立过程主要包括以下步骤：

第一，使用附件 1中 3名实验人员的运动状态记录数据，使用 Bootstraping方法随

机有放回采样选出 m个样本，共进行 n_tree次采样，生成 n_tree个训练集；

第二，对于 n_tree个训练集，分别训练 n_tree个决策树模型；

第三，对于单个决策树模型，假设训练的数据时域样本特征的个数为 n，那么每次

分裂时根据信息增益及信息增益比选择最好的特征进行分裂；

第四，每棵树都一直这样分裂下去，直到该节点的所有训练样例都属于同一类。在

决策树的分裂过程中不需要剪枝；

第五，将生成的多棵决策树组成随机森林。针对 12种运动状态的分类问题，按照

多树分类器投票决定最终分类结果。

本文采用公开数据集对建立的随机森林分类模型进行了验证，数据集中每个活动的

采样数据量如图 24所示，各个活动数据量占比的饼状图如图 25所示。

图 24 每个活动的采样数据量
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图 25 活动的采样数据量饼状图

5.1.3 人员活动状态分类求解

采用随机森林算法对 3名实验人员的运动数据进行分类，该数据包含每名实验人员

每种活动状态的 5组加速度计和陀螺仪数据。图 25，26，27分别展示了 3个实验人员

运动数据的损失函数。可以发现，在树的数量较少时（尤其是最开始的几棵树），损失

函数的值非常高，大约在 4左右。这是因为在模型训练的早期阶段，模型的预测能力还

很弱，因此误差较大。随着树的数量增加，损失函数值迅速下降。在大约 20棵树时，

损失函数已经降到了 1以下。这个阶段表明模型的预测能力迅速提高。当树的数量进一

步增加时，损失函数的下降趋势变得缓慢，最终趋于平稳。在大约 40棵树之后，损失

函数基本保持在 0.5左右，没有显著的变化。这表明增加更多的树对模型的性能提升已

经没有太大帮助。如果树的数量继续增加，模型有可能过拟合训练数据，但从图中来看，

损失函数没有显著上升的趋势，表明在当前的树数量范围内模型还没有过拟合。
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图 26 实验人员 1的损失函数

图 27 实验人员 2的损失函数

图 28 实验人员 3的损失函数
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采用 PCA方法对多种数据特征进行降维，最终采用三维特征对 3名实验人员的运

动数据进行分类。图 29展示了实验人员 1的分类情况，部分类别之间有较为明显的分

离，例如类别 0、1、2、3等，有些类别之间存在一定的重叠，特别是类别 5、6和 7。

类别内部的数据点分布相对集中，说明这些类别内部的样本特征较为一致。

图 29 实验人员 1的运动数据分类结果

图 30展示了实验人员 2的分类情况，数据点在三维空间中的分布相比图 1稍微紧

密一些，类别 1和类别 2之间的分离度较高，类别 6、8和 11之间存在较大的重叠，分

类效果不太理想。同样的，大部分类别的数据点分布集中，说明这些类别内部的样本特

征较为一致。

图 30 实验人员 2的运动数据分类结果
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图 31展示了实验人员 3的分类情况，类别 3、4和 5之间有明显的分离，说明这些

类别的特征差异较大，类别 7和 9之间存在一定的重叠，分类效果稍差。

图 31 实验人员 3的运动数据分类结果

三张图展示的分类结果在整体上有较好的表现，大多数类别能够明显区分开来，但

也存在部分类别之间的重叠现象，可能是因为这些运动状态的特征较为相似。

5.1.4 问题结论

采用随机森林算法对 3名实验人员的运动状态数据进行了聚类，利用 PCA方法进

行降维后获取了运动状态的分类情况，具体如下表所示。

表 2 问题 1结果

分类 Person1 Person2 Person3

第 1类 6 4 4

第 2类 12 5 5

第 3类 11 15 5

第 4类 3 4 5

第 5类 4 5 5

第 6类 5 10 10

第 7类 3 5 5
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第 8类 4 1 10

第 9类 5 4 4

第 10类 1 1 5

第 11类 4 5 1

第 12类 2 1 1

5.2 问题二模型的建立与求解

5.2.1 基于 PCA的特征降维

在进行时域和频域特征提取后，每个样本获得了 90个特征。直接使用所有特征作

为特征向量会生成高维数据样本。高维特征数据在训练过程中可能会影响识别模型的准

确性，并显著降低 HAR模型的识别能力。此外，高维特征数据还会增加训练时间。因

此，需要通过特征选择进行降维。本文采用主成分分析（Principal Component Analysis,

PCA）对高维特征数据进行降维，带来了以下好处：

（1）防止过拟合。通过将数据从高维降到低维，合并相似特征，减少过拟合现象，

从而提高模型的准确性。

（2）删除冗余特征。去除不相关和冗余特征，确保人体活动识别的准确性。冗余

特征是指不为识别过程提供信息的特征，应予以消除。

（3）加快运行速度。使用 PCA降维能提高算法的运行速度，缩短训练时间，并增

强泛化能力。

（4）减少空间占用通过 PCA将原本的 90维特征降维到 14维，显著减少了数据的

空间占用。

通过这些措施，特征降维不仅提高了模型的性能，还优化了资源使用，使得人体活

动识别模型更为高效和准确。

图 32 基于 PCA的特征降维后的不同算法准确率
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5.2.2 基于 Stacking融合的判别模型建立

基于随机森林的分类模型的分类精度已经到达了一个程度，难以简单的通过训练数

据实现人员运动状态的分类及特征识别。基于此，本文采用 Stacking融合算法，并融合

K-最近零算法、随机森林、支持向量机分类方法作为第一层，下一层将三种算法输出进

行融合，如下图所示，实现对模型的高效训练，提高算法分类与判决能力。

图 33 基于 Stacking融合的判别模型

基于 Stacking融合算法的判别模型建立过程主要包括以下步骤：

第一，使用随机森林的分类模型进行训练，流程如 5.1.2所述；

第二，使用支持向量机方法进行模型构建，步骤为：首先，基于题目附件 2中 10

名实验人员的活动状态及活动数据，构建训练数据集与测试数据集，每个样本需要被表

示为一个特征向量，并且贴上对应标签；其次，将特征数据进行标准化处理，并选择合

适的核函数；使用核函数初始化 SVM模型，设置模型的惩罚参数、核的宽度及次数等；

传入被标签的训练数据集特征，同时考虑每个样本与超平面的间隔，进行训练；之后使

用训练好的模型进行判别。

第三，使用 K最近邻方法进行模型构建，步骤为：首先，基于题目附件 2中 10名

实验人员的活动状态及活动数据，构建训练数据集与测试数据集，每个样本需要被表示

为一个特征向量，并且贴上对应标签；其次，根据数据集的特点和算法的性能进行选择

超参数 K；之后采用欧式距离法，对测试数据集中的每一个样本，计算它与训练集中每

一个样本的距离；再根据计算出的距离，从训练数据集中选取与测试样本距离最近的 K

个样本。最后，采用多数表决法，对这 K个最近邻样本中的类别进行投票，票数最多的

类别作为测试样本的分类类别。

第四，采用 Stacking融合算法，基于完整的训练集分别对第一层的 K-最近零算法、

随机森林、支持向量机模型进行训练，然后根据第一层各个分类模型的输出来拟合形成

融合判别模型；
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第五，使用获得的融合判别模型与 5.1中获得的随机森林分类模型对题目附件 2中

10名实验人员进行分类性能比较。

第六，使用获得的融合判别模型对题目附件 3中实验人员的 30次活动状态数据进

行判别。

5.2.3 人员活动状态判别求解

采用 K最邻近、随机森林、支持向量机以及 Stacking融合算法分别对问题二中的活

动状态进行分类，并对其结果进行对比分析。

图 34 K最邻近算法的混淆矩阵图
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图 35 随机森林算法的混淆矩阵图

图 36 支持向量机的混淆矩阵图



24

图 37 Stacking融合算法的混淆矩阵图

可以发现，K最近邻算法整体准确率中等，主要集中在低频率的分类，在某些类别

（如第 6类）上表现较好，准确率达到 0.55，在某些类别（如第 0、2、4类）上分类效

果较差，混淆较多；随机森林分类效果比 K最近邻算法略好，特别是在第 6类和第 10

类上，准确率分别达到 0.55和 0.54，对大多数类别的分类效果较为均衡，误差分布较为

均匀，在某些类别（如第 5类）上分类效果一般，准确率仅为 0.28；支持向量机分类效

果与随机森林相当，部分类别（如第 6类）准确率达到 0.59，对特定类别的分类效果较

好，如第 6类和第 10类，准确率较高，在某些类别（如第 1类）上分类效果较差，误

差分布不均匀；Stacking融合算法整体分类效果最好，几乎所有类别的准确率都很高，

最低也有 0.91，融合多种分类算法的优势，显著提高了分类准确率，所有类别的分类效

果均衡，误差最小，相对于单一算法，Stacking融合算法的计算复杂度更高，准确率也

更高。
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图 38 四种算法的准确率对比

综合对比，在准确性方面 Stacking融合算法显著优于其他三种单一算法，在所有类

别上均表现出色。在均衡性方面随机森林和支持向量机的分类效果较为均衡，但在部分

类别上仍有较大误差。总体而言，Stacking融合算法在分类人体活动状态时具有明显的

优势，能够显著提高分类准确率和稳定性。然而，需要权衡的是其较高的计算复杂度和

资源需求。

5.2.4 问题结论

通过建立基于 Stacking融合的判别模型对附件 3中收集的 30次活动的状态数据进

行判别，结果如下表所示。

表 3 问题 2结果

活动类型 判断状态

SY1 乘坐电梯向下移动

SY2 向前走

SY3 跳跃

SY4 站立

SY5 跳跃

SY6 躺下

SY7 向右走

SY8 向左走

SY9 跳跃

SY10 躺下

SY11 向前走
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SY12 跳跃

SY13 躺下

SY14 躺下

SY15 躺下

SY16 向前走

SY17 躺下

SY18 乘坐电梯向下移动

SY19 向前跑

SY20 躺下

SY21 向左走

SY22 向右走

SY23 向前跑

SY24 乘坐电梯向下移动

SY25 向右走

SY26 向前跑

SY27 躺下

SY28 乘坐电梯向下移动

SY29 向左走

SY30 乘坐电梯向下移动

5.3 问题三模型的建立与求解

5.3.1 基于时频图的人员画像特征构建

问题三要求比较不同人员在同一活动状态下的传感器数据，以判断是否存在显著差

异。因此，需要分析十三位实验人员的行为，比较他们在相同活动下收集到的传感器数

据是否有所不同。图 39-图 51展示了 13名实验人员的活动数据时频图与降噪后的时频

图。

图 39 人员 1的原始时频图与降噪后的时频图
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图 40 人员 2的原始时频图与降噪后的时频图

图 41 人员 3的原始时频图与降噪后的时频图

图 42 人员 4的原始时频图与降噪后的时频图

图 43 人员 5的原始时频图与降噪后的时频图

图 44 人员 6的原始时频图与降噪后的时频图
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图 45 人员 7的原始时频图与降噪后的时频图

图 46 人员 8的原始时频图与降噪后的时频图

图 47 人员 9的原始时频图与降噪后的时频图

图 48 人员 10的原始时频图与降噪后的时频图

图 49 人员 11的原始时频图与降噪后的时频图
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图 50 人员 12的原始时频图与降噪后的时频图

图 51 人员 13的原始时频图与降噪后的时频图

5.3.2 基于多特征融合加权的画像判别模型建立

考虑到由实验人员的年龄、身高、体重等原因对加速度计与陀螺仪这两个传感器时

域数据的特征影响微弱，而传感器本身输出必然存在误差，这些误差导致微弱的实验人

员画像特征被噪声所掩埋。因此，能否使用活动传感器数据进行人员画像，关键在于对

于噪声的抑制。为此，本文提出基于时频图形态学提取特征与活动判别算法加权融合的

人员画像判别方法。其主要流程如下所示：

图 52 基于多特征融合加权的画像判别模型

首先，是将题目附件 4中传感器输出数据转换为时频图，这一步的关键在于小波基

函数的选择，本文选择的 Symlet 小波函数 (近似对称的紧支集正交小波 ) 是

IngridDaubechies提出的近似对称的小波函数，它是对 db函数的一种改进，在连续性、

支集长度、滤波器长度等方面与 dbN小波一致，但 symN小波具有更好的对称性，即一
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定程度上能够减少对信号进行分解和重构时的相位失真。可在有效实现将噪声抑制的同

时保留人员画像特征的微小信号。

其次，是采用自适应滤波对图像进行降噪处理。小波去噪去噪的基本思路为：（a）

利用小波变换把带噪信号信号分解到各尺度中；（b）在每一尺度下把属于噪声的小波

系数去掉，该步骤通过设置临界阈值进行实现；（c）通过保留并增强属于信号的小波

系数，最后再经过小波逆变换恢复检测信号，从而得到了去噪的时频图。

之后，对图像进行二值化及形态学特征提取与分类，时频平面上信号可以看作是图

像中的“对象”，而加性噪声与时频分布中的交叉项则构成了图像的背景。本文根据数

学形态理论，对时距图进行腐蚀、膨胀、开运算再通过统计信息进行二值化处理，可明

显获取特征边缘信息，利用该二值化图像，采用 Canny Edge算子进行轮廓提取。

最后，得到去噪声后的时频图人员画像特征，结合 Stacking融合的判别模型，构建

多特征融合加权的画像判别模型。使用本模型判断附件 5中 10名实验人员来源。

5.3.3 人员画像判别求解

图 53展示了基于多特征融合加权的画像判别算法的混淆矩阵图，混淆矩阵的各个

值代表了分类模型对不同活动状态的预测准确性。

图 53 基于多特征融合加权的画像判别算法的混淆矩阵图

该模型在绝大多数类别上的分类准确率都非常高，最低的准确率也达到了 91%，最

高达到了 97%。类别 0的准确率为 94%，只有极少数样本被错误分类为类别 1、2和 3；

类别 1的准确率为 92%，主要的误分类发生在类别 0和 2上；类别 2的准确率为 93%，

误分类情况较少，主要误分类为类别 0和 3；类别 3的准确率为 93%，误分类主要发生
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在类别 2上；类别 4的准确率为 92%，误分类情况极少，分散在多个类别中；类别 5的

准确率为 95%，几乎没有误分类；类别 6的准确率为 95%，误分类极少；类别 7的准确

率为 96%，误分类极少；类别 8的准确率为 95%，几乎没有误分类；类别 9的准确率为

97%，是所有类别中准确率最高的；类别 10 的准确率为 96%，只有少量样本被误分类

为类别 11；类别 11的准确率为 96%，主要误分类为类别 10。

误分类主要发生在相邻类别之间，例如类别 0和类别 1、类别 2和类别 3等。这可

能是因为这些类别在特征上有较大相似性。总体来看，误分类比例较小，模型表现出色。

图 54展示了三个算法准确率对比。

图 54 三种算法的准确率对比

基于多特征融合加权的画像判别算法在分类任务中表现优异，能够准确区分不同的

活动状态。高准确率和低误分类率表明该模型具有很强的分类能力和稳定性。该算法的

优势在于充分利用了多特征的互补性，提高了分类的精度和鲁棒性。

5.3.4 问题结论

采用基于多特征融合加权的画像判别模型对附件 5中的 5人某次的活动数据进行判

别，结果如下表所示。

表 4 问题 3结果

活动类型 判别结果

Unknow1 10

Unknow2 7

Unknow3 6
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Unknow4 9

Unknow5 13

6 模型评价与推广

6.1 模型的优点与创新

（1）基于随机森林的分类模型，对于未见过的数据具有很好的泛化能力，能够处

理大规模数据。同时由于随机森林中每棵树都是在不同的样本和特征子集上训练的，因

此具有很好的抗过拟合能力

（2）基于 Stacking融合的判别模型，可进行多模型融合及差模型剔除，可以更好

的适用于不同类型数据源。

（3）自适应小波时频图降噪处理，图像小波降噪本身是个极占时间及内存的处理，

通过设计的自适应小波降噪，大大降低运算时间及内存空间。

（4）基于多特征融合加权的画像判别模型，采用时频图特征与 Stacking融合，既

充分考虑了时域特征信息，又结合时频域信息实现对噪声的抑制与微弱信号特征的提取。

6.2 模型的不足

（1）基于随机森林的分类模型，数学物理可解释性差，且训练速度较慢。

（2）本文提出的基于 Stacking融合的判别模型，对第一层模型提出了严格的要求，

既要是强模型，又必须“好而不同”。

（3）提出的时频图特征与 Stacking融合的画像判别模型在实现噪声有效抑制的同

时增加了不少计算量。

6.3 模型的改进

在于 Stacking融合的判别模型建立方面，可以将第一层的模型替换或增加更好的强

模型，同时可以建立第一层模型的评价机制，实现差模型分配更低权重，甚至是剔除，

不断融合强模型，实现算法性能进一步提升；在时频域特征提取及噪声抑制方面，选择

与活动状态及人员画像更匹配的小波基，可以更好的抑制噪声。

6.4 模型的推广

（1）多传感器融合：除了加速度计和陀螺仪数据，还可以融合其他传感器的数据，

如磁传感器、心率传感器、GPS等，以提供更全面的运动状态信息，进一步提高分类模

型的准确性和鲁棒性。

（2）模型迁移：本模型可以用于处理加速度计及陀螺仪数据，实现对人员运动状

态分类与判别；也可用于水下目标信号处理，实现水下导航或目标识别。
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（3）数据实时处理及参数在线进化，为了实现实时人体活动识别，可以提前根据

大量的历史数据集进行参数初始化，亦可结合每次运动的实时数据实现参数在线进化。
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附 录

主要程序/关键代码

数据预处理代码：

import pandas as pd
import numpy as np
import matplotlib.pyplot as plt
from scipy.signal import spectrogram, wiener
from sklearn.preprocessing import MinMaxScaler
# 读取数据

file_path = './Person1/SY47.xlsx'
df = pd.read_excel(file_path, engine='openpyxl')
# 提取所有列的数据

columns = df.columns
data = df.dropna()
# 设置采样频率

fs = 100
# 绘制每列的时域图

fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
ax = axs[i // 3, i % 3]
ax.plot(time_series_data)
ax.set_title(f'Time Domain Plot of {column}')
ax.set_xlabel('Sample')
ax.set_ylabel('Amplitude')

plt.tight_layout()
plt.show()
# 对每列数据进行降噪处理并绘制时域图

columns = data.columns
fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
# 降噪处理

denoised_data = wiener(time_series_data)
# 绘制降噪后的时域图

ax = axs[i // 3, i % 3]
ax.plot(denoised_data)
ax.set_title(f'Denoised Time Domain Plot of {column}')
ax.set_xlabel('Sample')
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ax.set_ylabel('Amplitude')
plt.tight_layout()
plt.show()
# 归一化处理

scaler = MinMaxScaler(feature_range=(-1, 1))
normalized_data = scaler.fit_transform(data)
# 对每列数据进行绘制归一化后的时域图

columns = data.columns
fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = normalized_data[:, i]
# 绘制归一化后的时域图

ax = axs[i // 3, i % 3]
ax.plot(time_series_data)
ax.set_title(f'Normalized Time Domain Plot of {column}')
ax.set_xlabel('Sample')
ax.set_ylabel('Amplitude')

plt.tight_layout()
plt.show()
# 绘制每列的时频图

fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
frequencies, times, Sxx = spectrogram(time_series_data, fs)
ax = axs[i // 3, i % 3]
cax = ax.pcolormesh(times, frequencies, 10 * np.log10(Sxx), shading='gouraud')
fig.colorbar(cax, ax=ax, label='Intensity [dB]')
ax.set_title(f'Spectrogram of {column}')
ax.set_ylabel('Frequency [Hz]')
ax.set_xlabel('Time [s]')

plt.tight_layout()
plt.show()
# 绘制每列的降噪后的时频图

fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
denoised_data = wiener(time_series_data)
frequencies_denoised, times_denoised, Sxx_denoised = spectrogram(denoised_data,

fs)
ax = axs[i // 3, i % 3]
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cax = ax.pcolormesh(times_denoised, frequencies_denoised, 10 *
np.log10(Sxx_denoised), shading='gouraud')

fig.colorbar(cax, ax=ax, label='Intensity [dB]')
ax.set_title(f'Denoised Spectrogram of {column}')
ax.set_ylabel('Frequency [Hz]')
ax.set_xlabel('Time [s]')

plt.tight_layout()
plt.show()
# 绘制每列的散点图

fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
ax = axs[i // 3, i % 3]
ax.scatter(range(len(time_series_data)), time_series_data)
ax.set_title(f'Scatter Plot of {column}')
ax.set_xlabel('Sample')
ax.set_ylabel('Amplitude')

plt.tight_layout()
plt.show()
# 绘制每列的箱型图

fig, axs = plt.subplots(2, 3, figsize=(18, 10))
for i, column in enumerate(columns):

time_series_data = data[column].to_numpy()
ax = axs[i // 3, i % 3]
ax.boxplot(time_series_data, vert=False)
ax.set_title(f'Box Plot of {column}')
ax.set_xlabel('Amplitude')

plt.tight_layout()
plt.show()

KNN、Random Forest、SVM、Stacking算法分类对比：

import pandas as pd
import numpy as np
import glob
from sklearn.model_selection import train_test_split, cross_val_score
from sklearn.preprocessing import MinMaxScaler
from sklearn.neighbors import KNeighborsClassifier
from sklearn.ensemble import RandomForestClassifier, StackingClassifier
from sklearn.svm import SVC
from sklearn.linear_model import LogisticRegression
from sklearn.metrics import classification_report, confusion_matrix
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import matplotlib.pyplot as plt
import seaborn as sns
# 设置基本路径

base_path = "./Person3"
# 定义生成路径的函数

def generate_file_paths(base_path, num_paths):
file_paths = []
for i in range(1, num_paths + 1):

# 生成子目录和文件名

filename = f"SY{i}.xlsx"
# 生成完整路径

full_path = f"{base_path}/{filename}"
file_paths.append(full_path)

return file_paths
# 生成 10个文件路径

num_paths = 60
file_paths = generate_file_paths(base_path, num_paths)
# 读取数据

data_frames = []
for file_path in file_paths:

df = pd.read_excel(file_path)
data_frames.append(df)

# 假设每个文件的数据结构相同

all_data = pd.concat(data_frames, ignore_index=True)
print(f"Total data shape: {all_data.shape}")
# 创建标签

labels = np.concatenate([np.full(len(df), i // 5) for i, df in enumerate(data_frames)])
print(f"Labels shape: {labels.shape}")
# 归一化处理

scaler = MinMaxScaler(feature_range=(-1, 1))
normalized_data = scaler.fit_transform(all_data)
# 打乱数据集

X, labels = shuffle(normalized_data, labels, random_state=42)
print(f"Shuffled data shape: {X.shape}")
# 拆分数据为训练集和测试集

X_train, X_test, y_train, y_test = train_test_split(X, labels, test_size=0.2,
random_state=42)

print(f"Training data shape: {X_train.shape}, Testing data shape: {X_test.shape}")
# 定义活动名称

activity_names = [
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"向前走", "向左走", "向右走", "步行上楼", "步行下楼", "向前跑", "跳跃", "坐下

", "站立", "躺下", "乘坐电梯向上移动", "乘坐电梯向下移动"
]
# 定义基模型和元模型

base_models = [
('knn', KNeighborsClassifier(n_neighbors=5)),
('rf', RandomForestClassifier(n_estimators=100, random_state=42)),
('svm', SVC(kernel='linear', probability=True, random_state=42))

]
meta_model = LogisticRegression()
stacking_clf = StackingClassifier(estimators=base_models,

final_estimator=meta_model)
# 训练和评估模型

models = {
'KNN': KNeighborsClassifier(n_neighbors=5),
'Random Forest': RandomForestClassifier(n_estimators=100, random_state=42),
'SVM': SVC(kernel='linear', probability=True, random_state=42),
'Stacking': stacking_clf

}
# 绘制每种算法的混淆矩阵

fig, axs = plt.subplots(2, 2, figsize=(16, 12))
for ax, (name, model) in zip(axs.flatten(), models.items()):

model.fit(X_train, y_train)
y_pred = model.predict(X_test)
cm = confusion_matrix(y_test, y_pred)
sns.heatmap(cm, annot=True, fmt='d', xticklabels=activity_names,

yticklabels=activity_names, ax=ax)
ax.set_title(f'Confusion Matrix - {name}')
ax.set_xlabel('Predicted')
ax.set_ylabel('True')

plt.tight_layout()
plt.show()
# 打印分类报告

for name, model in models.items():
y_pred = model.predict(X_test)
print(f"Classification Report for {name}:\n")
print(classification_report(y_test, y_pred, target_names=activity_names))

print("\n")

多特征融合加权模型算法分类对比：
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import pandas as pd
import numpy as np
import glob
from scipy.signal import spectrogram
from sklearn.preprocessing import MinMaxScaler
from sklearn.model_selection import train_test_split
from sklearn.ensemble import RandomForestClassifier, StackingClassifier
from sklearn.svm import SVC
from sklearn.linear_model import LogisticRegression
from sklearn.metrics import classification_report, confusion_matrix
import matplotlib.pyplot as plt
import seaborn as sns
# 设置基本路径

base_path = "./附件 5"
# 定义生成路径的函数

def generate_file_paths(base_path, num_paths):
file_paths = []
for i in range(1, num_paths + 1):

# 生成子目录和文件名

filename = f"unknown{i}.xlsx"
# 生成完整路径

full_path = f"{base_path}/{filename}"
file_paths.append(full_path)

return file_paths
# 生成 10个文件路径

num_paths = 5
file_paths = generate_file_paths(base_path, num_paths)
# 读取数据

data_frames = []
for file_path in file_paths:

df = pd.read_excel(file_path)
data_frames.append(df)

# 假设每个文件的数据结构相同

all_data = pd.concat(data_frames, ignore_index=True)
print(f"Total data shape: {all_data.shape}")
# 创建标签

labels = np.concatenate([np.full(len(df), i // 5) for i, df in enumerate(data_frames)])
print(f"Labels shape: {labels.shape}")
# 提取时域特征

def extract_time_domain_features(data):
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features = []
for col in data.columns:

col_data = data[col].dropna().to_numpy()
mean = np.mean(col_data)
std = np.std(col_data)
features.extend([mean, std])

return features
# 提取时频图特征

def extract_time_frequency_features(data, fs=100):
features = []
for col in data.columns:

col_data = data[col].dropna().to_numpy()
_, _, Sxx = spectrogram(col_data, fs)
total_energy = np.sum(Sxx)
features.append(total_energy)

return features
# 提取特征

time_domain_features = extract_time_domain_features(all_data)
time_frequency_features = extract_time_frequency_features(all_data)
# 将时域特征和时频图特征融合

all_features = np.concatenate([time_domain_features, time_frequency_features])
# 归一化处理

scaler = MinMaxScaler(feature_range=(-1, 1))
normalized_features = scaler.fit_transform(all_features.reshape(-1, 1)).flatten()
# 打乱数据集

X, labels = shuffle(normalized_features.reshape(1, -1), labels, random_state=42)
print(f"Shuffled data shape: {X.shape}")
# 拆分数据为训练集和测试集

X_train, X_test, y_train, y_test = train_test_split(X, labels, test_size=0.2,
random_state=42)

print(f"Training data shape: {X_train.shape}, Testing data shape: {X_test.shape}")
# 定义活动名称

activity_names = [
"向前走", "向左走", "向右走", "步行上楼", "步行下楼", "向前跑", "跳跃", "坐下

", "站立", "躺下", "乘坐电梯向上移动", "乘坐电梯向下移动"
]
# 定义基模型和元模型

base_models = [
('rf', RandomForestClassifier(n_estimators=100, random_state=42)),
('svm', SVC(kernel='linear', probability=True, random_state=42))

]
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meta_model = LogisticRegression()
stacking_clf = StackingClassifier(estimators=base_models,

final_estimator=meta_model)
# 训练和评估模型

models = {
'Random Forest': RandomForestClassifier(n_estimators=100, random_state=42),
'SVM': SVC(kernel='linear', probability=True, random_state=42),
'Stacking': stacking_clf

}
# 绘制每种算法的混淆矩阵

fig, axs = plt.subplots(1, 3, figsize=(18, 6))
for ax, (name, model) in zip(axs.flatten(), models.items()):

model.fit(X_train, y_train)
y_pred = model.predict(X_test)
cm = confusion_matrix(y_test, y_pred)
sns.heatmap(cm, annot=True, fmt='d', xticklabels=activity_names,

yticklabels=activity_names, ax=ax)
ax.set_title(f'Confusion Matrix - {name}')
ax.set_xlabel('Predicted')
ax.set_ylabel('True')

plt.tight_layout()
plt.show()
# 打印分类报告

for name, model in models.items():
y_pred = model.predict(X_test)
print(f"Classification Report for {name}:\n")
print(classification_report(y_test, y_pred, target_names=activity_names))
print("\n")
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